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Περίληψη. Αυτή η εργασία περιγράφει νευρωνικά δίκτυα ενεργειακών 

καταστάσεων τύπου Hopfield καθώς και  την µεταβλητή ανάδρασης: ένα µοναδικό 

τρόπο υλοποίησης πίνακα που επιτρέπει την εξέλιξη των νευρωνικών δικτύων µε 

εγγενή επιβλεπόµενη µαθησιακή ικανότητα. Αυτό διευρύνει την κλίµακα των 

δικτύων που µπορούν να εξελιχθούν αποδοτικά συγκρινόµενα µε προηγούµενες 

προσεγγίσεις και επίσης επιτρέπει στα δίκτυα να είναι αντιστρέψιµα, δηλαδή µόλις 

ένα δίκτυο έχει εξελιχθεί για έναν δεδοµένο προβληµατικό τοµέα και έχει εκπαιδευτεί 

σε ένα συγκεκριµένο σετ εντολών, το δίκτυο τότε µπορεί να λειτουργήσει ανάποδα 

για να παρατηρήσουµε τι είδους χαρτογράφηση έχουµε µάθει ή για χρήση σε 

προβλήµατα ελέγχου. ∆ίνεται µια επίδειξη του είδους των αυτό εκπαιδευόµενων 

δικτύων που θα µπορούσαν να εξελιχθούν. 

 

 

 

Abstract. This final year project thesis describes energy state neural networks as 

well as the forward – backward module: a simple building block that allows the 

evolution of neural networks with intrinsic supervised learning ability. This expands 

the range of networks that can be efficiently evolved compared to previous 

approaches, and also enables the networks to be invertible i.e. once a network has 

been evolved for a given problem domain, and trained on a particular dataset, the 

network can then be run backwards to observe what kind of mapping has been 

learned, or for use in control problems. A demonstration is given of the kind of self-

training networks that could be evolved. 
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1.1. Εισαγωγή 
 

Ένα νευρωνικό δίκτυο Hopfield αποτελείτε από ένα επίπεδο MCP νευρώνων µε 

ανάδραση. Κάθε νευρώνιο έχει εισόδους οι οποίες προέρχονται από της εξόδους των 

άλλων νευρώνων. Μια απλή αναπαράσταση ενός δικτύου Hopfield µε τρία νευρώνια 

απεικονίζεται παρακάτω.  

 

 
 

Προσέξτε ότι τα στοιχεία στα αριστερά δεν είναι νευρώνια, αλλά είναι ουσιαστικά 

στοιχεία εισόδου / εξόδου που επιτρέπουν στο διάγραµµα να σχεδιαστεί καθαρά.  

 

Εφόσον κάθε έξοδος από τα νευρώνια χρησιµοποιείτε σαν είσοδος για κάθε 

νευρώνιο, ο συµβολισµός που χρησιµοποιούµε για τα βάρη του δικτύου πρέπει να 

περιλαµβάνει δύο προϋποθέσεις: Ένα για να δείχνει από ποιο νευρώνιο έρχεται η 

έξοδος και ένα άλλο για να δείχνει σε ποιο νευρώνιο πηγαίνει η είσοδος. Θα 

ονοµάσουµε δικτυακό βάρος το κοµµάτι από την έξοδο του νευρώνα i σε µια είσοδο 

του νευρώνα j Wji.  

 

Κάθε νευρώνας ίσως να έχει επίσης µια είσοδο εξωτερική η οποία αναφέρεται ως Xi. 

Προς το παρών θα θεωρήσουµε την περίπτωση όπου Xi=0 για όλα τα i και έτσι δεν 

υπάρχουν εξωτερικές είσοδοι. 

 

Θα θεωρήσουµε δίκτυα όπου η έξοδος ενός νευρώνα δεν χρησιµοποιείτε ως είσοδος 

στο ίδιο νευρώνιο. Αυτό µπορεί να γίνει εφικτό αφαιρώντας µερικές από τις 

διασυνδέσεις στο παρακάτω διάγραµµα, ή πιο απλά και βολικά θέτοντας: 

 

Wii=  για κάθε i 

 

Επίσης θα εξετάσουµε την περίπτωση όπου του δικτύου ο πίνακας συναπτικών 

βαρών  είναι συµµετρικός – εννοώντας  ότι το βάρος από την έξοδο i σε µια είσοδο 

του νευρώνα j είναι το ίδιο µε το βάρος από την έξοδο j σε µια είσοδο του νευρώνα i, 

πχ 

 

Wij= 

F1 

F2 

F3 
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 Εισάγοντας αυτούς του περιορισµούς έχουµε τη δυνατότητα να χρησιµοποιήσουµε 

ένα ποιο απλό διάγραµµα. Έτσι υπάρχει µια σύνδεση δύο κατευθύνσεων ανάµεσα σε 

οποιαδήποτε δύο νευρώνια (πχ νευρώνιο i και νευρώνιο j) η οποία µπορεί να 

προσδιοριστεί από ένα βάρος Wij=Wji. Μια ποιο απλή αναπαράσταση δίνεται 

παρακάτω, πάλι για ένα δίκτυο Hopfield µε τρις νευρώνες. 

 

 
 

 

 

 

Αντιπροσωπεύει ένα MCP νευρώνιο 

 

 

Αντιπροσωπεύει ένα βάρος δύο κατευθύνσεων 

 

Ένας βασικός παράγοντας για το δίκτυο Hopfield είναι ότι έχει µια ασύγχρονη 

λειτουργία. Αυτό σηµαίνει ότι ένα νευρώνιο µπορεί να επιχειρήσει να εκπέµψει στο 

δικό του χρόνο και δεν είναι συγχρονισµένο µε τις προσπάθειες εκποµπής των άλλων 

νευρώνων στο δίκτυο. Αυτό µπορούµε να το ερµηνεύσουµε ότι σε οποιαδήποτε 

στιγµή οποιαδήποτε νευρώνιο στο δίκτυο έχει την ίδια πιθανότητα να επιχειρήσει να 

εκπέµψει. Για ένα δίκτυο που αποτελείτε από τρία νευρώνια όπως επάνω, κάθε 

νευρώνιο έχει πιθανότητα 
1
/3 να είναι το επόµενο νευρώνιο που θα εκπέµψει. 

 

Οποιαδήποτε δεδοµένη στιγµή, η έξοδος Fi κάθε νευρώνα είναι ή 0 ή 1. Έτσι το 

δίκτυο λέγεται ότι είναι σε µια συγκεκριµένη κατάσταση που προσδιορίζεται από την 

έξοδό του. Για παράδειγµα, η κατάσταση του δικτύου µε τρία νευρώνια ορίζεται ως 

F1 F2 F3. Εφόσον κάθε έξοδος είναι δυαδική, υπάρχουν οχτώ διαφορετικές πιθανές  

F1 

F2 F3 

W12=W21 
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καταστάσεις για ένα δίκτυο τριών νευρώνων. Γενικά για ένα δυαδικό δίκτυο Hopfield 

µε Ν νευρώνες, υπάρχουν 2
Ν 

καταστάσεις που ίσως υπάρξουν. 

 

 

1.1.1. Παράδειγµα 
 

Ένα δίκτυο Hopfield µε τρείς νευρώνες έχει βάρη και κατώφλια όπως ορίζεται στο 

σχέδιο παρακάτω. 

 
 

Μπορούµε να αναλύσουµε αυτό το δίκτυο για να καθορίσουµε την επόµενη του 

κατάσταση από οποιαδήποτε συγκεκριµένη τωρινή κατάσταση. Εφόσον δεν ξέρουµε 

από πριν ποιος νευρώνας θα είναι ο επόµενος που θα επιχειρήσει να εκπέµψει, πρέπει 

να σκεφτούµε όλες τις περιπτώσεις ξεχωριστά και να ονοµάσουµε τις µεταβλητές της 

κατάστασης µε της κατάλληλες πιθανότητες. 

 

Θα θεωρήσουµε την τωρινή κατάσταση ότι είναι 010 αρχικά, πχ 

F1=0 F2=1 F3=0 

 

Αν ο νευρώνας ένα είναι ο επόµενος που θα επιχειρήσει να εκπέµψει, τότε θα 

µπορούµε να προβλέψουµε αν θα εκπέµψει ή όχι κοιτάζοντας τον κανόνα 

ενεργοποίησης για το νευρώνα ένα. Το άθροισµα των βαρών εισόδου 

συµπεριλαµβανοµένου του κατωφλίου (γνωστό ως ενεργοποίηση) στο νευρώνα ένα 

φαίνεται να είναι: 

F2W12+F3W13-T1 = (1*0.2)+(0*(-0.5))+0.1 = 0.3 

 

Αυτή η τιµή είναι µεγαλύτερη του µηδενός και έτσι ο νευρώνας ένα θα εκπέµψει 

(F1=1). Έτσι το δίκτυο αλλάζει στην κατάσταση 110 αν F1 είναι ο επόµενος νευρώνας 

που θα επιχειρήσει να εκπέµψει. (πιθανότητα 
1
/3) 

 

F1 

F2 F3 

W12=W21=0.2 W13=W31=-0.5 

W23=W32=0.6 

Τ1=-0.1 

Τ2=0 Τ3=0 
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Παρόλα αυτά, πρέπει επίσης να σκεφτούµε τις περιπτώσεις όπου ο νευρώνας δύο ή 

τρία είναι ο επόµενος που θα επιχειρήσει να εκπέµψει από την τωρινή κατάσταση 

010. Αν ο νευρώνας 2 είναι ο επόµενος, η ενεργοποίηση του είναι: 

F1W12+F3W23-T2 = (0*0.2)+(0*0.6)-0 = 0 

 

Η ενεργοποίηση είναι ίση µε το µηδέν και έτσι F2=0. Άρα η επόµενη κατάσταση από 

010 είναι 000, αν το F2 επιχειρήσει να εκπέµψει, πάλι µε πιθανότητα 
1
/3. 

Αν ο νευρώνας τρία είναι ο επόµενος που θα επιχειρήσει να εκπέµψει, η 

ενεργοποίηση του θα είναι: 

F1W31+F2W32-T3 = (0*(-0.5))+(1*0.6)-0 = 0.6 

 

Η ενεργοποίηση είναι µεγαλύτερη από το µηδέν και έτσι F3=1. Έτσι η επόµενη 

κατάσταση από 010 είναι 011, αν το F3 επιχειρήσει να εκπέµψει, πάλι µε πιθανότητα 
1
/3. 

 

Ένα διάγραµµα που δείχνει όλες τις πιθανές καταστάσεις και µεταβάσεις δίνεται 

παρακάτω. 

 

 
 

         1 

     0     1 

         0 

     0     1 

         0 

     0     0 

         0 

     1     0 

         1 

     0     0 

         1 

     1     0 

         1 

     1     1 

         0 

     1     1 
1
/3 

1
/3 

1
/3 
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1.1.2. Παράδειγµα εκµάθησης 

 
Συµπληρώστε το διάγραµµα µετάβασης κατάστασης δικτύων Hopfield που δίνεται 

παραπάνω. 

 

 

1.2. Ανάλυση του δικτύου Hopfield: Υπολογιστική ενέργεια 
 

Για το παράδειγµα που δόθηκε παραπάνω, είδαµε ότι το δίκτυο τελικά 

σταθεροποιείτε στην τελευταία κατάσταση 011. Ένα ιδιαίτερο χαρακτηριστικό των 

δικτύων Hopfield είναι ότι έχουν τελική κατάσταση η οποία είναι σταθερή, πχ η 

πιθανότητα του δικτύου να παραµείνει σε αυτήν την κατάσταση είναι 1(οριστικό). 

 

Είναι χρήσιµο να συσχετίζει µια ποσότητα µε κάθε κατάσταση στο δίκτυο, η οποία 

ελαττώνεται (ή παραµένει ίδια) κάθε φορά που ένας νευρώνας αλλάζει την 

κατάσταση του. Αυτή η ποσότητα ονοµάζεται υπολογιστική ενέργεια και της έχει 

δοθεί το σύµβολο Ε. Έτσι κάθε µετάβαση στο διάγραµµα της κατάστασης έχει την 

επίδραση να ελαττώνει το Ε ή να το αφήνει ίδιο. Κάθε µετάβαση της κατάστασης 

περιλαµβάνει µόνο ένα νευρώνα που αλλάζει κατάσταση, εξαιτίας της ασυγχρόνιστης 

λειτουργίας του δικτύου. Έτσι η αλλαγή της ενέργειας, ∆Ε, εξαιτίας µιας αλλαγής 

στην κατάσταση της εξόδου Fi του νευρώνα i, πρέπει να είναι αρνητική η µηδενική. 

Ο νευρώνας i αλλάζει κατάσταση κάτω από µια ή δύο συνθήκες: 

 

1. Fi=0 προτού η µετάβαση και η ενεργοποίηση είναι θετική. Σε αυτή την 

περίπτωση η Fi αλλάζει σε 1 και η αλλαγή στο Fi ορίζεται ως ∆Fi και είναι +1. 

2. Fi=1 προτού η µετάβαση και η ενεργοποίηση είναι αρνητική. Σε αυτή την 

περίπτωση η Fi αλλάζει σε 0 και η ∆Fi=-1. 

 

Θέλουµε αυτή η αλλαγή στην κατάσταση να αντιστοιχεί σε µια αρνητική αξία του 

∆Ε, έτσι ώστε η µετάβαση να έχει την επίδραση της µείωσης της συνολικής ενέργειας 

Ε. Αυτό µπορεί να επιτευχθεί ορίζοντας το ∆Ε ως: 

 

∆Ε = -∆Fi * activation = -∆Fi )(∑ − ijij TFW  

 

Χρησιµοποιώντας αυτό τον ορισµό το ∆Ε διασφαλίζει ότι κάθε αλλαγή στην 

κατάσταση αντιστοιχεί σε µια αρνητική (ή µηδενική) αξία του ∆Ε, µειώνοντας έτσι 

την ενέργεια του δικτύου.  
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Είναι σωστό λοιπόν να ορίσουµε την ενέργεια του νευρώνα i ως: 

 

Ei = ∑ −− )( ijiji TFWF  = ∑ +− iiijij TFFFW  

 

Η ολική ενέργεια Ε του δικτύου σχετίζεται µε το άθροισµα της ενέργειας όλων των 

νευρώνων. Ο Hopfield όρισε το Ε ως: 

 

Ε = ∑∑ ∑+− iiijij TFFFW
2

1
 

 

Ο µισός όρος συµπεριλαµβάνεται για να δικαιολογήσει το γεγονός ότι µερικοί όροι 

συναντώνται δύο φορές όταν παίρνουµε συνολικά αθροίσµατα. (θυµηθείτε ότι 

Wij=Wji). 

 

Έτσι µπορούµε να δούµε ότι το δίκτυο Hopfield ρυθµίζεται σε µια σταθερή 

κατάσταση και κάθε µετάβαση κατάστασης ελαττώνει την ενέργεια (ή πηγαίνει σε 

µια κατάσταση µε την ίδια ενέργεια). 

 

Το δίκτυο Hopfield είναι χρήσιµο σε πρακτικές εφαρµογές, εφόσον παρέχει ένα µέσο 

βελτιστοποίησης. Για ένα δεδοµένο πρόβληµα, αν µια έκφραση για το Ε µπορεί να 

οριστεί έτσι ώστε ένα ελάχιστο του Ε να αντιστοιχεί σε µια καλή λύση για το 

πρόβληµα, τότε το δίκτυο Hopfield µπορεί να χρησιµοποιηθεί για να ελαχιστοποιήσει 

το Ε και να βρει αυτή την καλή λύση. Ένα παράδειγµα της χρήσεις του δικτύου 

Hopfield για συµπίεση ψηφιακών εικόνων θα συζητηθεί αργότερα. 

 

 

 

1.2.1. Παράδειγµα 

 
Γυρνώντας στο παράδειγµα της σελίδας  8 µπορούµε τώρα να υπολογίσουµε την 

ενέργεια Ε του δικτύου για κάθε µια από της οχτώ καταστάσεις µε χαµηλότερη ή την 

ίδια ενέργεια. Εφόσον το δίκτυο έχει τρείς νευρώνες, µπορούµε να καθορίσουµε τα 

όρια στα αθροίσµατα από το 1 έως το 3. πχ 

 

Ε = ∑ ∑∑
= ==

+−
3

1

3

1

3

12

1

i i

iii

j

jij TFFFW  

 

Η ενέργεια για την κατάσταση 101 φαίνεται ότι είναι: 

 

 

Ε101 =  
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1.2.2. Παράδειγµα εκµάθησης 
 

1. Συµπληρώστε το παραπάνω διάγραµµα υπολογίζοντας την υπολογισµένη 

ενέργεια που συσχετίζεται µε κάθε µια από τις 8 καταστάσεις. 

 

2. Το δίκτυο Hopfield δύο νευρώνων που φαίνεται παρακάτω έχει βάρη 

W12=W21=0.4. Το κατώφλι για το νευρώνα 1 είναι Τ1=0 και για το νευρώνα 

Τ2=-0.2. Σχεδιάστε το διάγραµµα µετάβασης κατάστασης και υπολογίστε την 

υπολογισµένη ενέργεια για κάθε µια από τις τέσσερις καταστάσεις. 

 
3. Σχεδιάστε το διάγραµµα µετάβασης κατάστασης και υπολογίστε την ενέργεια 

για κάθε κατάσταση για το δίκτυο Hopfield τριών νευρώνων που φαίνεται 

παρακάτω. 

 

 
 

 

 

 

 

 

 

 

F1 

F2 F3 

W12=W21=0.5 W13=W31=0.4 

W23=W32=-0.5 

Τ1=0.7 

Τ2=-0.1 Τ3=-0.2 

F1 F2 
W12 = W21 
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1.3. ∆ίκτυα Hopfield και σταθερές καταστάσεις 
 

Για το παράδειγµα που είδαµε νωρίτερα (σελ 8), φάνηκε ότι το δίκτυο Hopfield  µε 

τρείς νευρώνες που φαίνεται παρακάτω πάντα σταθεροποιείτε στην κατάσταση 011.  

 
 

Μπορούµε έτσι να δούµε ότι για το συγκεκριµένο δίκτυο, η τελική κατάσταση (αφού 

οι επαναλήψεις έχουν οδηγήσει σε µια σταθερή κατάσταση) έχει µια πιθανότητα 

100% να είναι 011, άσχετα από την αρχική κατάσταση. Ο πίνακας παρακάτω δείχνει 

την πιθανότητα όλων των πιθανών τελικών καταστάσεων για κάθε πιθανή αρχική 

κατάσταση.  

 

Αρχηκή κατάσταση 
Τελική 

κατάσταση 

F1 F2 F3 F1 F2 F3 

% Prob. 

0 0 0 0 1 1 100 

0 0 1 0 1 1 100 

0 1 0 0 1 1 100 

0 1 1 0 1 1 100 

1 0 0 0 1 1 100 

1 0 1 0 1 1 100 

1 1 0 0 1 1 100 

1 1 1 0 1 1 100 

 

 

 

 

 

 

 

F1 

F2 F3 

W12=W21=0.2 
W13=W31=-0.5 

W23=W32=0.6 

Τ1=-0.1 

Τ2=0 Τ3=0 
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Κάθε µετάβαση του δικτύου έχει σαν αποτέλεσµα να αλλάζει µόνο µια έξοδο του 

νευρώνα. Όπως µε το νευρώνα MCP, µπορούµε να δούµε όλες τις πιθανές 

καταστάσεις του δικτύου σαν γωνίες ενός κύβου στον τρισδιάστατο χώρο της 

εισόδου. Προσέξτε τώρα ότι οι είσοδοι σε ένα νευρώνα είναι οι έξοδοι των άλλων 

νευρώνων, έτσι ο χώρος µπορεί σωστά να οριστεί ως «ο χώρος εξόδου» ή «ο χώρος 

της κατάστασης». Κάθε διάσταση του κύβου αντιπροσωπεύει µια από της 

καταστάσεις σύµφωνα µε της τιµές των F1, F2 και F3. 

 
Κάθε µετάβαση κατάστασης αντιστοιχεί µε την µετακίνηση από την τωρινή γωνία σε 

µια από της τρείς πιθανές συνεχόµενες γωνίες, εφόσον µόνο ένας από τους νευρώνες 

αλλάζει κατάσταση κάθε στιγµή (ασύγχρονη λειτουργία). Εφόσον για αυτό το 

παράδειγµα υπάρχει µόνο µια σταθερή κατάσταση, το δίκτυο πρέπει τελικά να φτάσει 

σε αυτή την κατάσταση. Τα µονοπάτια µπορούν να σχεδιαστούν στο παραπάνω 

διάγραµµα µε αναφορά στα διαγράµµατα µετάβασης της κατάστασης στη σελίδα 4. 

 

Παρόλα αυτά, το δίκτυο τριών νευρώνων όπως φαίνεται παρακάτω (παράδειγµα 1.2.2 

σελίδα 12) έχει πάνω από µια σταθερή κατάσταση και έτσι η πιθανότητα να φτάσει 

µια συγκεκριµένη τελική κατάσταση είναι λιγότερο από 100% για κάποιες αρχικές 

καταστάσεις. Αυτό φαίνεται στον παρακάτω πίνακα. 

 

F1 

F2 F3 

W12=W21=0.5 W13=W31=0.4 

W23=W32=-0.5 

Τ1=0.7 

Τ2=-0.1 Τ3=-0.2 

Σταθερή 

κατάσταση  

000 

001 

010 

011 

100 

101 

110 

111 

F3  

F1  

F2  
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Αρχηκή κατάσταση 
Τελική 

κατάσταση 

F1 F2 F3 F1 F2 F3 

% Prob. 

        
0 0 0 

        

0 0 1         

0 1 0         

        

        0 1 1 

        

        

        1 0 0 

        

        
1 0 1 

        

        
1 1 0 

        

1 1 1         

 

 

Το αντίστοιχο διάγραµµα χώρου της κατάστασης µπορεί να σχεδιαστεί: 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

Σταθερή 

κατάσταση  

000 

001 

010 

011 

100 

101 

110 

111 

F3  

F1  

F2  

Σταθερή 

κατάσταση  

Σταθερή 

κατάσταση  
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1.4. Σχεδιάζοντας σταθερές καταστάσεις σε ένα δίκτυο Hopfield 
 

Είναι χρήσιµο να µπορούµε να σχεδιάσουµε ένα δίκτυο Hopfield (να υπολογίσουµε 

τις σωστές τιµές για τα βάρη και τα κατώφλια) έτσι ώστε να υπάρχουν 

προκαθορισµένες σταθερές καταστάσεις. Όπως είδαµε νωρίτερα, αυτές οι σταθερές 

καταστάσεις αντιστοιχούν σε τοπικά ελάχιστα της υπολογιστικής ενέργειας και για 

αυτό αναφέρονται συχνά ως ενεργειακά επίπεδα. 

 

Ως παράδειγµα, θα θεωρήσουµε το σχέδιο του δικτύου Hopfield τριών νευρώνων µε 

δύο πιθανές σταθερές καταστάσεις, επιλέγοντας ως 001 και 111. Το δίκτυο θα πρέπει 

να µπορεί να φτάσει σε µια από αυτές τις καταστάσεις από οποιαδήποτε αρχική 

κατάσταση. 

 

Πρέπει να εξετάσουµε κάθε νευρώνα για κάθε σταθερή κατάσταση και να 

βεβαιωθούµε ότι δεν αλλάζει την κατάσταση του – αυτό θα βεβαιώσει ότι οι 

απαιτούµενες καταστάσεις είναι σταθερές. 

 

Κατάσταση 001 

 

Η F1 δεν πρέπει να εκπέµπει άρα  

 

W12F2+W13F3-T1 ≤0  

 

αλλά για την κατάσταση 001, F2=0 και F3=1 και έτσι µπορούµε να γράψουµε: 

 

W13 – T1 ≤  0  (ανισότητα 1
ή
) 

 

 

Η F2 δεν πρέπει να εκπέµπει, οδηγώντας σε 

 

W23 – T2 ≤  0  (ανισότητα 2
ή
) 

 

 

Η F3 δεν πρέπει να εκπέµπει, οδηγώντας σε 

 

-T3 > 0 

 

ή αντίστοιχα  

 

Τ3 < 0   (ανισότητα 3
ή
) 

 

 

Για να είναι σταθερή η κατάσταση 001, όπως απαιτείτε, οι τρείς ανισότητες 

παραπάνω πρέπει να ικανοποιούνται. 
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Κατάσταση 111 

 

H F1 πρέπει να εκπέµπει: 

     (ανισότητα 4
ή
) 

 

 

H F2 πρέπει να εκπέµπει: 

     (ανισότητα 5
ή
) 

 

 

H F3 πρέπει να εκπέµπει: 

     (ανισότητα 6
ή
) 

 

 

Αν σιγουρέψουµε ότι και οι έξι ανισότητες ικανοποιηθούν, τότε οι καταστάσεις 001 

και 111 θα είναι σταθερές όπως απαιτείται. 

 

Γενικά, για ένα δίκτυο µε Ν νευρώνες και Μ απαιτούµενες σταθερές καταστάσεις, 

υπάρχουν ανισότητες που πρέπει να ικανοποιηθούν. 

 

Ικανοποιώντας της ανισότητες: 

Προφανώς υπάρχουν πολλές πιθανές τιµές για τα βάρη και τα κατώφλια οι οποίες θα 

ικανοποιήσουν της παραπάνω έξι ανισότητες. Αρχικά θα εξετάσουµε µια 

συγκεκριµένη οµάδα τιµών. Θα επιχειρήσουµε να βρούµε µια οµάδα τιµών τέτοια 

ώστε όλα τα βάρη και τα κατώφλια να βρίσκονται µεταξύ -1 και +1. 

 

Ας πούµε ότι W13=0.5 άρα  

W13=W31=0.5 

 

Η ανισότητα 1 µπορεί τώρα να χρησιµοποιηθεί για να δώσει µια κλίµακα για το Τ1. 

Μπορούµε να δούµε ότι το Τ1 πρέπει να βρίσκεται µεταξύ 0.5 και 1, έτσι θα ορίσουµε 

ότι το Τ1 είναι για παράδειγµα 0.7. 

Τ1=0.7 

 

Η ανισότητα 4 δίνει µια κλίµακα για το W12 η οποία πρέπει να βρίσκεται µεταξύ 

W12=W21= 

 

Η ανισότητα 3 δίνει το Τ3 

Τ3= 

 

Η ανισότητα 6 δίνει το W32 

W32=W23= 

 

Οι ανισότητες 2 και 5 µαζί δείχνουν ότι το Τ2 πρέπει να είναι στην κλίµακα 

Τ2= 
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Ελέγξτε και τις έξι ανισότητες να βεβαιωθείτε ότι όλες οι απαραίτητες συνθήκες 

έχουν ικανοποιηθεί. 

 

Ανισότητα 1
ή
: 

 

 

Ανισότητα 2
ή
: 

 

 

Ανισότητα 3
ή
: 

 

 

Ανισότητα 4
ή
: 

 

 

Ανισότητα 5
ή
: 

 

 

Ανισότητα 6
ή
: 

 

 

 

Έτσι µπορεί να φανεί ότι τα βάρη και τα κατώφλια ικανοποιούν και τις έξι 

ανισότητες. 

 

Ένα διάγραµµα µπορεί να σχεδιαστεί δίνοντας τα βάρη του δικτύου και τα κατώφλια. 

 

 
 

 

F1 

F2 F3 

W12=W21=0.4 W13=W31=0.5 

W23=W32=0.1 

Τ1=0.7 

Τ2=0.4 Τ3=-0.2 
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Η ενέργεια για κάθε κατάσταση  και το διάγραµµα µετάβασης κατάστασης 

σχεδιασµένο για αυτό το δίκτυο µπορεί να βρεθεί.  

 

 
 

       1 

0 0 

 

Ε =  

       1 

1 0 

 

Ε =  

       0 

   1       0 

 

Ε =  

       0 

1     1 

 

Ε =  

       0 

 0      0 

 

Ε =  

        1 

 0       1 

 

Ε =  

        1 

 1       1 

 

Ε =  

        0 

 0       1 

 

Ε =  
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Μπορούµε να δούµε ότι οι δύο σταθερές καταστάσεις υπάρχουν όπως απαιτείτε. 

 

Το διάγραµµα κατάστασης χώρου και ο πίνακας τελικής κατάστασης µπορούν να 

συµπληρωθούν παρακάτω για να δείξουν τη λειτουργία αυτού του δικτύου.  

 

 

 

Αρχηκή κατάσταση 
Τελική 

κατάσταση 

F1 F2 F3 F1 F2 F3 % Prob. 

0 0 0         

0 0 1         

        
0 1 0 

        

        
0 1 1 

        

        
1 0 0 

        

        
1 0 1 

        

        
1 1 0 

        

1 1 1         

 

 

 

 

 

 

 

 
 

 

 

 

 

 

 

000 

001 

010 

011 

100 

101 

110 

111 

F3  

F1  

F2  

Σταθερή 

κατάσταση  

Σταθερή 

κατάσταση  
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Εναλλακτική λύση για τις ανισότητες 

Μια διαφορετική οµάδα από βάρη και κατώφλια η οποία ικανοποιεί της ίδιες έξη 

ανισότητες παραθέτεται παρακάτω: 

 

W12=W21=0.5 

 

W13=W31=0.4 

 

W23=W32=-0.5 

 

T1=0.7 

 

T2=-0.1 

 

T3=-0.2 

 

 

Μπορούµε να δούµε ότι αυτές οι τιµές ικανοποιούν τις ανισότητες, ελέγχοντας και τις 

έξι: 

 

Ανισότητα 1
ή
: 

 

 

 

 

Ανισότητα 2
ή
: 

 

 

 

 

Ανισότητα 3
ή
: 

 

 

 

 

Ανισότητα 4
ή
: 

 

 

 

 

Ανισότητα 5
ή
: 

 

 

 

 

Ανισότητα 6
ή
: 

 

 

 

Έτσι φαίνεται ότι τα βάρη και τα κατώφλια ξανά ικανοποιούν και τις έξι ανισότητες. 
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Ωστόσο, αυτά τα κατώφλια και τα βάρη τα πήραµε από το δίκτυο σελίδα 12 το οποίο 

έχει µια τρίτη σταθερή κατάσταση, η οποία δεν διευκρινίζεται στο σχέδιο. Το δίκτυο 

και το διάγραµµα µετάβασης της κατάστασης δίνονται παρακάτω. 

 

 

 
 

F1 

F2 F3 

W12=W21=0.5 W13=W31=0.4 

W23=W32=-0.5 

Τ1=0.7 

Τ2=-0.1 Τ3=-0.2 

        0 

   1       1 

 

Ε =  

         0 

 0       0 

 

Ε =  

         1 

 1       1 

 

Ε =  

         0 

 1       0 

 

Ε =  

        0 

 0       1 

 

Ε =  

         1 

 0       0 

 

Ε =  

         1 

 0      1 

 

Ε =  

         1 

 1       0 

 

Ε =  
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1.5. Εκπαιδεύοντας ένα δίκτυο Hopfield για απαιτούµενες σταθερές 

καταστάσεις 
 

Σαν εναλλακτική στη µέθοδο σχεδιασµού δικτύου που περιγράψαµε παραπάνω, 

µπορούµε να εκπαιδεύσουµε ένα δίκτυο Hopfield να έχει τις απαιτούµενες σταθερές 

καταστάσεις. Αυτή η διαδικασία είναι παρόµοια µε την εκπαίδευση ενός µονού MCP 

νευρώνα που είδαµε νωρίτερα. Όπως και πριν, η εκπαίδευση περιλαµβάνει την 

προσαρµογή των βαρών και κατωφλίων µέχρι το δίκτυο να λειτουργεί όπως 

απαιτείτε. Αυτό µπορεί να πραγµατοποιηθεί χρησιµοποιώντας οποιονδήποτε από τους 

εκπαιδευτικούς αλγόριθµους που συζητήσαµε προηγουµένως. Οι ακόλουθες 

σηµειώσεις καλύπτουν την χρήση του κανόνα ∆έλτα (Delta Rule) όπως εφαρµόζεται 

στα δίκτυα Hopfield. 

 

Ξανά θα θεωρήσουµε το παράδειγµα του δικτύου Hopfield τριών νευρώνων µε δύο 

απετούµενες σταθερές κατάστασης: 001 και 111. Μια αρχική κατανοµή (δηλαδή 

αρχικές τιµές για τα βάρη και τα κατώφλια) του δικτύου πρέπει να διαλεχτεί – θα 

ορίσουµε όλα τα κατώφλια 0 και όλα τα βάρη 0.5 για αυτό το παράδειγµα. Αυτή η 

αρχική κατανοµή δικτύου φαίνεται παρακάτω. 

 
Η εκπαίδευση κατορθώνεται εφαρµόζοντας τον κανόνα εκπαίδευσης σε κάθε 

νευρώνα για κάθε µια από τις απαιτούµενες σταθερές καταστάσεις. 

 

Θα ονοµάσουµε τις σταθερές καταστάσεις Α(001) και Β(111) και θα εφαρµόσουµε 

τον κανόνα µε την σειρά που δίνεται στην παρακάτω λίστα. 

 

Νευρώνας 1, σταθερή κατάσταση Α 

Νευρώνας 2, σταθερή κατάσταση Α 

Νευρώνας 3, σταθερή κατάσταση Α 

Νευρώνας 1, σταθερή κατάσταση Β 

Νευρώνας 2, σταθερή κατάσταση Β 

Νευρώνας 3, σταθερή κατάσταση Β 

 

F1 

F2 F3 

W12=W21=0.5 W13=W31=0.5 

W23=W32=0.5 

Τ1=0 

Τ2=0 Τ3=0 
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Σηµειώστε ότι ο εκπαιδευτικός κανόνας µπορεί να εφαρµοστεί στους νευρώνες και 

στις απαιτούµενες σταθερές καταστάσεις και µε άλλες σειρές – αυτή είναι µόνο µια 

επιλογή σειράς που χρησιµοποιείτε στο παράδειγµα παρακάτω. 

Έχει βρεθεί ότι ένας νευρώνας θα εκπέµψει όταν δεν πρέπει ή δεν θα εκπέµψει όταν 

πρέπει και τότε µια προσαρµογή (∆ιορθωτικός παράγοντας ∆W) πρέπει να 

εφαρµοστεί στα κατάλληλα βάρη και κατώφλια σύµφωνα µε τον κανόνα δέλτα. Τότε 

πρέπει να επιστρέψουµε στην πρώτη καταχώρηση στη λίστα και να συνεχίσουµε. Αν 

ταξινοµήσουµε της επαναλήψεις µε αυτόν τον τρόπο, τότε ξέρουµε ότι όλες οι 

απαιτήσεις έχουν ικανοποιηθεί όταν φτάνουµε στο τέλος της λίστας. 

 

Θα επιλέξουµε έναν «ρυθµό εκµάθησης» όπου α=0.6. Ο διορθωτικός παράγοντας 

∆Wi για κάθε βάρος συνδεδεµένο µε το νευρώνα i βρίσκεται χρησιµοποιώντας τη 

φόρµουλα: 

 

∆Wi = α δ 

 

(Σηµειώστε ότι ο παράγοντας Χi παραλείπεται. Θα εφαρµόσουµε µόνο τον 

διορθωτικό παράγοντα σε βάρη και κατώφλια) 

 

Έχοντας βρει το διορθωτικό παράγοντα, πρέπει να τον προσθέσουµε στα βάρη µε 

εκποµπή εισόδου και να τον αφαιρέσουµε από τα κατώφλια του νευρώνα. 

 

Η εκπαίδευση του δικτύου φαίνεται στα παρακάτω βήµατα. 

 

 
1) Κατάσταση Α:001 

Εδώ βλέπουµε ότι η ολική ενεργοποίηση στο νευρώνα 1 είναι 0.5 και έτσι ο 

νευρώνας 1 θα εκπέµψει. Ωστόσο η απαιτούµενη ενέργεια για το νευρώνα 1 δεν είναι 

να εκπέµψει και έτσι µερική διόρθωση είναι απαραίτητη. 

 

δ= 

 

∆Wi = 

 

Έτσι προσαρµόζουµε όλα τα βάρη στο νευρώνα 1 τα οποία προέρχονται από άλλους 

νευρώνες οι οποίοι εκπέµπουν – σε αυτή την περίπτωση αυτό σηµαίνει ότι 

προσαρµόζουµε το W13. Επίσης προσαρµόζουµε το κατώφλι Τ1. Οι νέες αξίες είναι: 

 

W13 = 

 

T1 = 

 

Εφόσον έχει γίνει µια διόρθωση σε αυτό το βήµα, επιστρέφουµε στη αρχή της λίστας 

για το επόµενο βήµα (σε αυτή την περίπτωση αυτό σηµαίνει επανάληψη για το 

νευρώνα 1 στην κατάσταση Α). 
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2) Κατάσταση Α:001 

Εδώ βλέπουµε ότι η ολική ενεργοποίηση (συµπεριλαµβανοµένου του κατωφλίου) στο 

νευρώνα 1 είναι -0.7 και έτσι το νούµερο 1 δεν θα εκπέµψει (όπως απαιτείται). Έτσι 

δ=0 και δεν χρειάζεται καµία διόρθωση για αυτό το βήµα. 

 
3) Κατάσταση Α:001 

Εδώ βλέπουµε ότι η ολική ενεργοποίηση στο νευρώνα 2 είναι 0.5 και έτσι ο 

νευρώνας ένας θα εκπέµψει. Αφού ο νευρώνας 2 απαιτείτε να µην εκπέµψει, 

χρειάζεται διόρθωση. 

δ =  

∆W2 =  

Έτσι πρέπει να εφαρµόσουµε τον διορθωτικό παράγοντα στο W23 και Τ2. Οι νέες 

αξίες είναι: 

W23 =  

T2 = 

Αφού έχει γίνει µια διόρθωση, πάµε πίσω στην πρώτη καταχώρηση στη λίστα και 

συνεχίζουµε. 

 
4) Κατάσταση Α:001 

Ξανά η ολική ενεργοποίηση στο νευρώνα 1 είναι -0.7 και έτσι ο νευρώνας 1 δεν θα 

εκπέµψει (όπως απαιτείτε). Έτσι δεν χρειάζεται καµία διόρθωση για αυτό το βήµα. 

Παρόλο που αυτό το βήµα φαίνεται ότι είναι µια επανάληψη του βήµατος 2, γενικά οι 

επιδράσεις της διορθώσεις µπορούν να αλλάξουν τα αποτελέσµατα και έτσι πρέπει να 

επιστρέφουµε στην κορυφή της λίστας κάθε φορά που γίνεται µια διόρθωση. 

 
5) Κατάσταση Α:001 
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6)  Κατάσταση Α:001 

Μπορούµε να δούµε ότι ο νευρώνας τρία δεν εκπέµπει όταν πρέπει. 

δ = 

∆W3 =  

Κανένα βάρος δεν προσαρµόζεται (αφού οι νευρώνες 1 και 2 δεν εκπέµπουν) αλλά το 

κατώφλι για το νευρώνα 3 προσαρµόζεται. 

 

Τ3 =  

 
7)  κατάσταση Α:001 

 
8) κατάσταση Α:001 

 
9) κατάσταση Α:001 

 
10) κατάσταση Β:111 

 

δ =  

∆W1 =  

 

Πρέπει να εφαρµόσουµε τον διορθωτικό παράγοντα στο W12 , W13 και T1. 

 

Οι νέες τιµές είναι: 

 

W12 =  W13=  T1= 
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11) κατάσταση Α:001 

 

δ =  

∆W1 =  

 

Πρέπει να εφαρµόσουµε το διορθωτικό παράγοντα στο W13 και Τ1. 

Οι νέες τιµές είναι: 

 

 
12) κατάσταση Α:001 

 
13) κατάσταση  Α:001 

 
14) κατάσταση   Α:001 

 
15) κατάσταση Β:111 

 
16) κατάσταση  Β:111 

 
17) κατάσταση Β:111 
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Έχουµε τώρα ολοκληρώσει την λίστα των καταστάσεων και έτσι το δίκτυο είναι 

εκπαιδευµένο. Η τελική κατανοµή του δικτύου φαίνεται παρακάτω. 

 

 
 

Η λειτουργία του δικτύου µπορεί να επιβεβαιωθεί ότι είναι όπως απαιτείται 

ερευνώντας τις µεταβάσεις της κατάστασης. Όπως συνήθως, θα φτιάξουµε το 

διάγραµµα µετάβασης της κατάστασης έτσι ώστε οι καταστάσεις µε χαµηλή ενέργεια 

να εµφανίζονται ποιο χαµηλά. 

 

 

F1 

F2 F3 

W12=W21= W13=W31= 

W23=W32= 

Τ1= 

Τ2= Τ3= 

        0 

   1       1 

 

Ε =  

         0 

 0       0 

 

Ε =  

         1 

 1       1 

 

Ε =  

         0 

 1       0 

 

Ε =  

        0 

 0       1 

 

Ε =  

         1 

 0       0 

 

Ε =  

         1 

 0      1 

 

Ε =  

         1 

 1       0 

 

Ε =  
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Σηµειώστε ότι οποιαδήποτε µέθοδος σχεδιασµού ενός δικτύου Hopfield µπορεί να 

παράγει και ανεπιθύµητα ενεργειακά ακρότατα σε συνδυασµό µε τα απαιτούµενα 

ενεργειακά ακρότατα. Μερικοί συνδυασµοί απαιτούµενων σταθερών καταστάσεων 

είναι αδύνατον να επιτευχθούν. Όπως είδαµε και νωρίτερα µπορεί να 

περιλαµβάνονται στο δίκτυο και παραπάνω νευρώνες µε σκοπό να ξεπεραστεί αυτό 

το πρόβληµα. 

 

1.6. Μια πρακτική εφαρµογή των δικτύων Hopfield 

 
Οι ακόλουθες σηµειώσεις δείχνουν µια σύντοµη εισαγωγή στη συµπίεση εικόνας 

καθώς και  µερικές λεπτοµέρειες µιας τεχνικής συµπίεσης εικόνας βασισµένης στα 

δίκτυα νευρώνων Hopfield. 

 

Βασικά, ο στόχος της συµπίεσης εικόνας είναι να µειώσει το ποσό των στοιχείων 

(bits) που απαιτείτε για να απεικονίσουµε µια ψηφιακή εικόνα. Μια εικόνα 256 x 256 

ακίδες (για παράδειγµα), µε κάθε ακίδα να αντιπροσωπεύεται από 8bits (256 

διαφορετικά γκρι επίπεδα) απαιτεί πάνω από 500.000 bits (64Κbyte) για να 

αναπαραστήσει ολοκληρωτικά την εικόνα. Είναι προφανές ότι σε ορισµένες 

εφαρµογές, πχ αρχειοθέτηση εικόνων, ιατρικές απεικονίσεις επεξεργασία 

δορυφορικών εικόνων, κλπ ο χώρος αποθήκευσης σύντοµα γίνεται µη πρακτικά 

µεγάλος εφόσον πολλές διαφορετικές εικόνες χρειάζεται να αποθηκευτούν. Οι 

απαιτήσεις αποθήκευσης (πχ χώρος δισκέτας) για µια εικόνα µπορεί να µειωθούν 

ελαττώνοντας τον αριθµό των bits που χρειάζονται για να αναπαράγουν την εικόνα – 

γνωστό ως συµπίεση εικόνας. 

 

Άλλο ένα κίνητρο για συµπίεση εικόνας είναι η αναµετάδοση. Αν µια εικόνα είναι να 

µεταδοθεί σε ένα κανάλι, τότε 64Kbytes στοιχείων πρέπει να αναµεταδοθούν (για το 

µέγεθος και την ανάλυση που συζητήθηκε από πάνω). Αυτό θα χρειαστεί 

συγκεκριµένο χρόνο ανάλογα µε το εύρος ζώνης µετάδοσης ενός καναλιού. Ωστόσο, 

αν το ποσό των στοιχείων που απαιτούνται µπορεί να µειωθεί, τότε απαιτείτε 

λιγότερος χρόνος για το ίδιο bandwidth (ή εναλλακτικά απαιτείτε ο ίδιος χρόνος σε 

ένα κανάλι µε µικρότερο εύρος ζώνης) 

 

Οι τεχνικές συµπίεσης εικόνας µπορούν να ταξινοµηθούν σε δύο τύπους: 

1. Τεχνική µε µικρές απόλυες (διατηρούν πληροφορίες). Όπως υπονοεί και το 

όνοµα, αυτές οι τεχνικές µπορούν να µειώσουν το ποσό των στοιχείων που 

απαιτείτε για να αναπαραστήσει µια εικόνα, καθώς συγκρατεί όλες τις 

πληροφορίες στην εικόνα. Έτσι η ανασυγκροτηµένη εικόνα είναι ένα ακριβές 

αντίγραφο της αυθεντικής (µη συµπιεσµένης) εικόνας και δεν εισάγονται 

λάθη. Αυτές οι τεχνικές είναι χρήσιµες σε εφαρµογές όπου το χάσιµο 

πληροφοριών είναι ανεπίτρεπτο, πχ συµπίεση ιατρικών ή νοµικών εικόνων. 

 

2. Τεχνική µε απώλειες, οι οποίες επίσης µειώνουν το ποσό των στοιχείων που 

απαιτούνται για να αναπαραστήσουν µια εικόνα, αλλά παράγουν µια 

ανασυγκροτηµένη εικόνα που είναι µια προσέγγιση της αυθεντικής. Έτσι 

έχουµε µια όχι τέλεια αναπαράσταση, η οποία µπορεί να είναι αποδεκτή σε 

ορισµένες εφαρµογές, πχ τηλεόραση, µεταδόσεις fax κλπ. Η διαφορά µεταξύ 

της αυθεντικής (µη συµπιεσµένης) εικόνας και της αναδοµηµένης εικόνας 

µπορεί να φαίνεται ως επιπρόσθετος θόρυβος (ή λάθη) και έτσι µπορεί να 

µετρηθεί για να φτιάξουµε ένα όριο της ποιότητας της αναπαράστασης. 
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Ένα συνηθισµένο µέτρο των λαθών σε µια αναδοµηµένη εικόνα είναι το «mean 

square error» (MSE) 

 

MSE = ∑
−

=

−
1

0

2))()((
1 N

n

r nxnx
N

 

Όπου: 

x(n) είναι οι τιµές των ακίδων της αυθεντικής εικόνας 

xr(n) είναι οι τιµές της αναδοµηµένης εικόνας 

Ν είναι ο συνολικός αριθµός των ακίδων της εικόνας 

 

 

1.6.1. Block Truncation Coding (BTC) Σχηµατικό συµπίεσης εικόνας 
 

Το BTC είναι ένα σχέδιο απλής συµπίεσης εικόνας το οποίο λειτουργεί µε µικρούς 

κύβους όλης της εικόνας. Θα θεωρήσουµε ένα κοµµάτι µεγέθους 4x4 ακίδων, ένα 

παράδειγµα του οποίου δίνεται παρακάτω. 

 

 

184 180 174 163 

183 181 176 163 

181 177 176 162 

180 176 173 162 

 

 

Το BTC λειτουργεί κατηγοριοποιώντας κάθε ακίδα στον πίνακα σε µια από της δύο 

κατηγορίες (κατάσταση 1 ή 0) σύµφωνα µε την τιµή της ακίδας. Η απλή µέθοδος 

κατάταξης που χρησιµοποιείτε στο αρχικό σχέδιο για την αλλαγή τιµής είναι η 

σύγκρισή της τιµής κατωφλίου µε τον µέσο όρο όλων των κατωφλίων. Οποιαδήποτε 

τιµή της ακίδας είναι κάτω από το µέσο όρο κατωφλίου τοποθετείτε στην κατάσταση 

0 ενώ αν είναι πάνω από την τιµή του, τοποθετείτε στη κατάσταση 1. 

 

Στον πίνακα που φαίνεται παραπάνω, η µεσαία τιµή φαίνεται ότι είναι 174.4 και έτσι 

οι ακίδες ταξινοµούνται όπως φαίνεται παρακάτω. Αυτή η κατάταξη του ενός bit ανά 

ακίδα είναι γνωστή ως bitmap. 
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Σε αυτή την συγκεκριµένη περίπτωση, δέκα ακίδες είναι στην κατάσταση 1 και έξι 

στην κατάσταση 0. Ο µέσος όρος της τιµής κάθε µιας κατάστασης υπολογίζεται και 

προσαρµόζεται έτσι ώστε να µπορεί να παρουσιαστεί χρησιµοποιώντας 8bits. Σε αυτό 

το παράδειγµα η κατάσταση 0 των ακίδων έχει µέση τιµή 166 και η κατάσταση 1 των 

ακίδων έχει µέσο όρο 179. 

 

Τα συµπιεσµένα στοιχεία για των πίνακα ζωγραφικής φαίνονται παραπάνω όπως και 

οι µέσες τιµές των 8bit για της δύο καταστάσεις. Έτσι έχουµε µειώσει τον αριθµό των 

δεδοµένων που είναι απαραίτητα για να παρουσιάσουν τον πίνακα, µε κόστος 

µερικής απώλειας πληροφοριών. Το ποσό µε το οποίο ο πίνακας έχει συµπιεστεί 

(αναφερόµενο ως συχνότητα συµπίεσης) µπορεί να βρεθεί όπως φαίνεται παρακάτω: 

 

 

Για ένα πίνακα των 16 ακίδων µε γκρι επίπεδα που παρουσιάζονται σε 8bits: 

 

 

Μη συµπιεσµένος πίνακας απαιτεί bits 

 

 

Συµπιεσµένος πίνακας απαιτεί bits 

 

 

Συχνότητα συµπίεσης = 

 

 

Ένας άλλος τρόπος να εκφράσεις τη συχνότητα συµπίεσης είναι η συχνότητα των bit 

– σε αυτή την περίπτωση ο µέσος αριθµός των bit που απαιτούνται για να 

απεικονίσουν µια ακίδα είναι δύο bits ανά ακίδα. 

 

Η αναδόµηση του πίνακα είναι εφικτή µε bits στη ζωγραφική µε την τιµή που 

αντιστοιχεί στο µέσο όρο της κατάλληλης κατάστασης. Στο παραπάνω παράδειγµα 

αυτό θα έφτιαχνε το αναδοµηµένο πίνακα που φαίνεται παρακάτω. 
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Συγκρίνοντας το µε τον αρχικό πίνακα, παρατηρούµε ότι είναι διαφορετικοί και έτσι 

βλέπουµε ότι έχουν γίνει λάθη στον αναδοµηµένο πίνακα. Αυτά τα λάθη µπορούν να 

µετρηθούν χρησιµοποιώντας το MSE – για αυτό το παράδειγµα το MSE είναι 15.3. 

 

 

1.6.2. ∆ίκτυα Hopfield BTC – Σχηµατικό συµπίεσης εικόνας 
 

Μπορούµε να χρησιµοποιήσουµε ένα δίκτυο Hopfield ως εναλλακτικό τρόπο 

ταξινόµησης των ακίδων µέσα σε ένα πίνακα. Όπως είδαµε νωρίτερα, το δίκτυο 

Hopfield σταθεροποιείτε στη µικρότερη τιµή υπολογιστικής ενέργειας. Αν ορίσουµε 

την υπολογιστική ενέργεια έτσι ώστε το ελάχιστο να αντιστοιχεί σε µια καλή 

ταξινόµηση, τότε το δίκτυο θα κατατάξει καλά της ακίδες. Ο Hopfield έδειξε ότι τα 

βάρη Wij και τα κατώφλια Ti του δικτύου µπορούν να βρεθούν χρησιµοποιώντας τη 

φόρµουλα: 

 

 

Wij = 
ji FFθθ

θ Ε2

 

 

 

Ti = 0| =
Ε

− j

i

F
Fθ

θ
 

 

 

Για να χρησιµοποιήσουµε το δίκτυο Hopfield για συµπίεση εικόνας, χρειαζόµαστε 

ένα δίκτυο που αποτελείτε από δεκαέξι νευρώνες για να κατατάξουµε ένα πίνακα 4x4 

ακίδων. Κάθε νευρώνας σχετίζεται µε µια συγκεκριµένη ακίδα στον πίνακα και οι 

αντίστοιχες έξοδοι του νευρώνα Fi (0 ή 1) , όταν το δίκτυο έχει φτάσει µια σταθερή 

κατάσταση, δίνη την κατάσταση των ακίδων. 
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Ένας σωστός ορισµός της υπολογιστικής ενέργειας, που «ενθαρρύνει» παρόµοιες 

ακίδες να ταξινοµηθούν στην ίδια κατάσταση είναι: 

 

 

Ε = ∑∑ ∑∑
= = = =

−−−+−
M

i

M

j

M

i

M

j

jiji jxixFFjxixFF
1 1 1 1

22 ))()()(1)(1())()((  

 

 

Έτσι ελαχιστοποιώντας το Ε αντιστοιχεί µε την τοποθέτηση των ακίδων µε παρόµοιες 

τιµές στην ίδια κατάσταση (0 ή 1). Οι ακίδες µε µεγάλες διαφορές ανάµεσα στις τιµές 

τους τοποθετούνται σε διαφορετικές καταστάσεις. 

 

Τα βάρη και τα κατώφλια του δικτύου δίνονται από τους τύπους: 

 

 

Wij = [ ]2)()(4 jxix −−  

 

 

Ti = [ ]∑
=

−−
M

j

jxix
1

2
)()(2  

 

 

Όπου Μ είναι ο αριθµός των ακίδων στον πίνακα (Μ=16 στα παραδείγµατα που 

δίνονται) 

 

 

 

1.6.3. Παράδειγµα 
 

Ένας 4x4 πίνακας που αποσπάστηκε από µια µεγαλύτερη εικόνα φαίνεται παρακάτω 

(ίδιο παράδειγµα µε πριν) 

 

 

184 180 174 163 

183 181 176 163 

181 177 176 162 

180 176 173 162 
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Χρησιµοποιώντας ένα δίκτυο Hopfield για να ταξινοµήσουµε αυτές τις τιµές των 16 

ακίδων όπως περιγράφεται παραπάνω, παίρνουµε: 

 

 

1 1 1 0 

1 1 1 0 

1 1 1 0 

1 1 0 0 

 

 

Για αυτό το παράδειγµα βρίσκουµε ότι η µετρήσιµη µέση τιµή της κατάστασης των 0 

ακίδων είναι 164 και η µετρήσιµη µέση τιµή της κατάστασης των 1 ακίδων είναι 178. 

Ξανά ο αναµεταδιδόµενος ή αποθηκευµένος πίνακας (δηλ τα συµπιεσµένα στοιχεία) 

αποτελούνται από την εικόνα και της δύο µέσες τιµές για τον πίνακα των 16bits. 

 

 

Όπως και πριν, η αναδόµηση του πίνακα είναι εφικτή απλώς αντικαθιστώντας κάθε 

bit στην εικόνα µε την αντίστοιχη µέση τιµή, δίνοντας τον αναδοµηµένο πίνακα που 

φαίνεται παρακάτω.  

 

 

    

    

    

    

 

 

Για τον πίνακα στο παραπάνω παράδειγµα φαίνεται ότι το MSE είναι 12.9, όπως 

συγκρίνεται µε το 15.3 της αυθεντικής µεθόδου.  
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Μια ολόκληρη εικόνα µπορεί να συµπιεστή στην ίδια συχνότητα συµπίεσης 

συµπιέζοντας κάθε 4x4 πίνακες ακίδων ανεξάρτητα. Μερικά τυπικά αποτελέσµατα 

φαίνονται παρακάτω. 

 

Αυθεντική εικόνα (256x256) Συµπιεσµένη εικόνα (256x256) 
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Στα παραπάνω παραδείγµατα, οι αναδοµηµένες εικόνες είναι παρόµοιες στην 

εµφάνιση µε της αντίστοιχες αυθεντικές, ενώ η συµπιεσµένη εικόνα απαιτεί µόνο ένα 

τέταρτο του χώρου της δισκέτας για αποθήκευση. 

 

Οι διαφορές που παρουσιάζονται από το σχήµα συµπίεσης γίνονται πιο ξεκάθαρες 

όταν οι εικόνες φαίνονται σε µεγαλύτερη µεγέθυνση. Για παράδειγµα ένα µικρό 

25x25 κοµµάτι της πρώτης εικόνας φαίνεται παρακάτω. Εφόσον οι ακίδες έχουν 

µεγεθυνθεί, οι διαφορές είναι ποιο ξεκάθαρες. 

 

  

Αυθεντική εικόνα (256x256) Συµπιεσµένη εικόνα (256x256) 

  
 

 

Παραλλαγές αυτής της τεχνική υπάρχουν, όπου µεγαλύτεροι πίνακες µπορούν να 

χρησιµοποιηθούν σε περιοχές της εικόνας που περιέχουν λίγη λεπτοµέρεια. Έτσι 

µπορεί αρχικά να χρησιµοποιήσουµε 8x8 ακίδες, για παράδειγµα και σε περιοχές που 

περιέχουν µεγάλο ποσό λεπτοµέρειας, θα παρουσιάσουν µεγάλα λάθη, Αυτές οι 

περιοχές µπορούν µετά να αποσυµπιεστούν χρησιµοποιώντας 4x4 πίνακα. Σηµειώστε 

ότι αν το µέγεθος του πίνακα αυξηθεί, η συχνότητα συµπίεσης αυξάνεται µε το 

κόστος ενός υψηλότερου MSE.  

 

Για παράδειγµα, η συχνότητα συµπίεσης για ένα µόνο 8x8 πίνακα θα ήταν: 
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1.6.4. Παράδειγµα εκµάθησης 
 

1) Ένα νευρωνικό δίκτυο Hopfield µε τέσσερις νευρώνες όπως φαίνεται έχει βάρη 

και κατώφλια όπως ορίζονται παρακάτω. 

 

 
W11=W22=W33=W44=0 

 

W12=W21=0.7 

 

W13=W31=0.35 

 

W14=W41=1.05 

 

W23=W32= -0.38 

 

W24=W42= -1.40 

 

W34=W43= -1.40 

 

T1=0.70 

 

T2= -0.35 

 

T3= -0.38 

 

T4=0 

 

 

 

 

 

F1 

F2 F3 

F4 
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Κεφάλαιο 2ο : 

 

Η δοµή της Ανάδρασης για την 

εξέλιξη των νευρωνικών δικτύων 

µε εγγενής συµπεριφορές µάθησης 
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Η αµφίδροµη δοµή για την εξέλιξη των νευρωνικών δικτύων µε 

εγγενής συµπεριφορές µάθησης 
 

Περίληψη. Αυτή η εργασία περιγράφει την µεταβλητή ανάδρασης: ένα µοναδικό 

τρόπο υλοποίησης πίνακα που επιτρέπει την εξέλιξη των νευρωνικών δικτύων µε 

εγγενή επιβλεπόµενη µαθησιακή ικανότητα. Αυτό διευρύνει την κλίµακα των 

δικτύων που µπορούν να εξελιχθούν αποδοτικά συγκρινόµενα µε προηγούµενες 

προσεγγίσεις και επίσης επιτρέπει στα δίκτυα να είναι αντιστρέψιµα, δηλαδή µόλις 

ένα δίκτυο έχει εξελιχθεί για έναν δεδοµένο προβληµατικό τοµέα και έχει εκπαιδευτεί 

σε ένα συγκεκριµένο σετ εντολών, το δίκτυο τότε µπορεί να λειτουργήσει ανάποδα 

για να παρατηρήσουµε τι είδους χαρτογράφηση έχουµε µάθει ή για χρήση σε 

προβλήµατα ελέγχου. ∆ίνεται µια επίδειξη του είδους των αυτό εκπαιδευόµενων 

δικτύων που θα µπορούσαν να εξελιχθούν. 

 

 

2.1.Εισαγωγή 
 

Παρά την εκτενή έρευνα στην εξέλιξη των νευρωνικών δικτύων, έχουν εκδοθεί 

σχετικά λίγα στοιχεία στην εξέλιξη των συµπεριφορών εκµάθησης για τα νευρωνικά 

δίκτυα. Σε αυτόν τον τοµέα µπορούµε να αναγνωρίσουµε τέσσερα είδη προσέγγισης: 

- Γράψτε µια οµάδα κανόνων εκµάθησης µε µεταβλητές παραµέτρους για µια 

δεδοµένη αρχιτεκτονική δικτύου και µετά την επιλογή των κανόνων και της 

παραµέτρους τους. 

- Αναπτύξτε κάποιο αυθαίρετο είδος δικτύου και ελπίζεται ότι θα µάθει. 

- ∆ιευκρινίστε το βήµα εκµάθησης µιας αρχιτεκτονικής. Επιτρέψτε στην 

ανάδραση (υπεύθυνη για την µάθηση) να αναπτυχθεί µε κάποιο αυθαίρετο 

τρόπο. 

- Αναπτύξτε κάποιο αυθαίρετο είδος δικτύου, αλλά µε ορισµένους ειδικούς 

περιορισµούς οι οποίοι να επιβάλουν ένα είδος συµπεριφοράς µάθησης να 

φτιαχτεί µέσα σε αυτό. 

 

Παράδειγµα του πρώτου τύπου είναι η εργασία του Chalmers [1] και επίσης του 

Bengio [2] , ενώ ένα παράδειγµα του δεύτερου τύπου µπορεί να βρεθεί στο [3]. Ο 

συγγραφέας έχει δουλέψει τον τρίτο τύπο [4], ενώ αυτή η εργασία εισάγει την έννοια 

µιας οµάδας µεταβλητών για να διευκολύνει τον τέταρτο τύπο. 

 

 

2.2. Υπόβαθρο 
 

Υπάρχουν δύο ξεχωριστές µέθοδοι κωδικοποίησης νευρωνικών δικτύων στα 

χρωµοσώµατα: άµεση και έµµεση. Στην άµεση περίπτωση, µπορούµε να δούµε µια 

άµεση ανταπόκριση ανάµεσα σε κάθε µέρος του χρωµοσώµατος και σε κάθε µέρος 

του δικτύου. Η έµµεση µέθοδος είναι αυτή που δεν υπάρχει καµία τέτοια 

ανταπόκριση. Οι περισσότερες κωδικοποιήσεις που έχουν παρουσιαστεί στην 

λογοτεχνία έχουν την ιδιότητα ότι τα µικρά χρωµοσώµατα µπορούν να προκαλέσουν 

µεγάλα δίκτυα. 

 Οι εξελικτικές µέθοδοι έχουν χρησιµοποιηθεί εκτενέστερα σε συνδυασµό µε 

µια άµεση κωδικοποίηση και υπάρχουν εκατοντάδες εργασίες στην λογοτεχνία που 

έχουν υιοθετήσει αυτή την προσέγγιση. Μερικοί έχουν χρησιµοποιήσει µια 
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καθορισµένη αρχιτεκτονική και ανέπτυξαν µόνο τα βάρη αυτής της αρχιτεκτονικής 

[3,5] , άλλοι έχουν αναπτύξει και τη δοµή και τα βάρη [6,7]. Ενδιαφέρουσες 

νευρωνικές λύσεις έχουν αναπτυχθεί σε προβλήµατα πρόβλεψης της χρονικής 

ακολουθίας [8,9], παίζοντας tic-tac-toe [5] και στην ανάπτυξη δυναµικών δικτύων 

που µαθαίνουν να εξάγουν απλές ακολουθίες [3]. Αυτή η τελευταία προσέγγιση έχει 

ιδιαίτερη σχέση µε την δουλειά που αναφέρεται αυτό, εφόσον η συµπεριφορά 

µάθησης εξελίχθηκε. Ωστόσο, εξαιτίας της χρήσης άµεσης κωδικοποίησης, η 

συµπεριφορά µάθησης δεν µεταφέρεται σε άλλα προβλήµατα διαφορετικού µεγέθους. 

Επιπλέων, ενώ η άµεση µέθοδος κωδικοποίησης έχει την αρετή της απλότητας 

κλιµακώνεται χαµηλά και έτσι αρµόζει µόνο στην ανάπτυξη σχετικά µικρών δικτύων. 

 Για αυτό το λόγο έχει γίνει ενδιαφέρουσα δουλειά στην έµµεση 

κωδικοποίηση. Μερική από την πρώιµη δουλειά σε αυτό τον τοµέα καταγράφηκε από 

τον Kitano το 1990 [10] και από τότε έχει ακολουθηθεί από γλώσσες δικτύου 

ανώτερης γενιάς και γραµµατικές σχεδιασµένες από τον Gruau [11,12], Boers και 

Kuiper [13], Muhlenbein [14,15] και Sharman et al [16]. Όλοι αυτοί ωστόσο , είτε 

χρησιµοποιούν το GA (βασισµένο σε αλφαριθµητικά ή γραφήµατα στην περιγραφή 

γλώσσας νευρώνα ή χρωµοσώµατος) για να αναπτύξουν ένα συνεκτικό νευρωνικό 

δίκτυο, ή χρησιµοποιούν το GA για να αναπτύξουν µια καλή τοπολογία (ή να 

αναπτύξει µια καλή τοπολογία και ένα σετ από βάρη) η οποία εκπαιδεύεται µετά από 

ανάδροµη διάδοση σφάλµατος. 

 Ο Kitano [17] έχει επίσης αναπτύξει ένα µοναδικό σκελετό στον οποίο η δοµή 

του δικτύου και τα βάρη επιτρέπετε να αναπτυχθούν και το ακολούθησε µε µια πιο 

βιολογικά λεπτοµερή προσοµοίωση [18]. Ακόµα και στο [17], ωστόσο, παρά τους 

ισχυρισµούς ότι όλες οι λεπτοµέρειες του δικτύου µπορούν να αναπτυχθούν, αυτό δεν 

είναι ακριβώς αλήθεια, εφόσον ο µαθησιακός αλγόριθµος είναι καθορισµένος εκ των 

προτέρων να είναι ανάδροµη διάδοση σφάλµατος παρόλο που η τοπολογία του 

δικτύου και τα αρχικά βάρη είναι ανεπτυγµένα. 

 Σε αντίθεση µε αυτό, ο συγγραφέας [19,20,4] έχει δείξει πως είναι δυνατών να 

αναπτύξουµε τον µαθησιακό αλγόριθµο µέσα στον ίδιο ενιαίο σκελετό στον οποίο 

αναπτύσσονται οι άλλες λεπτοµέρειες του δικτύου. Επίσης, σχετική δουλειά άξια 

ενδιαφέροντος είναι το “The strongly typed genetic programming of Montana” [21], 

το οποίο χρησιµοποιεί για να αναπτύξει προγράµµατα που λειτουργούν 

κατηγορηµατικά στο διάνυσµα του πίνακα  και στη λίστα δοµής δεδοµένων, όπως 

επίσης και ποιο απλούς τύπους στοιχείων. Μέσα σε αυτό το σκελετό αναπτύσσεται 

(µεταξύ άλλων) ένας  αλγόριθµος αναπροσδιόρισης του ανιχνευτεί-εκτιµητή εισόδου 

σε φίλτρα Kalman. 

 Τέλος, στο θέµα της κωδικοποίησης, παρουσιάζουµε κάποια ιδανικά στα 

οποία τα τεχνητά χρωµοσώµατα που χρησιµοποιούνται για την εξέλιξη της 

νευρωνικής αρχιτεκτονικής θα πρέπει να αποβλέπουν σε αυτά: 

 

- Το νευροδοµικό στοιχείο θα πρέπει να είναι ατοµικό. Αυτό θα επιτρέψει στην 

ανάπτυξη να συνεχιστεί τοποθετώντας µαζί τους ήδη υπάρχων δοµηµένους 

πίνακες µε νέους τρόπους καθώς και την παραγωγή νέων δοµηµένων πινάκων. 

- Το νευροδοµικό στοιχείο θα πρέπει να είναι αναγνώσιµο από ανθρώπους – 

αφού  

περάσουµε πολύ χρόνο αναπτύσσοντας µια νέα λύση σε ένα ενδιαφέρον 

πρόβληµα, θα ήταν κρίµα να µπορούµε να το εκτιµάµε µόνο στο επίπεδο 

ζεύξης – πίνακα. 

- Το νευροδοµικό στοιχείο θα πρέπει να είναι παραµετροποιηµένο. Έτσι 

έχοντας αναπτύξει ένα νέο τύπο αρχιτεκτονικής για µια τάξη προβλήµατος θα 
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πρέπει να µπορούµε να το αλλάξουµε παραµετρικά για να καταπιαστούµε µε 

σχετικά µε αυτό προβλήµατα διαφορετικού µεγέθους. 

 

Η µεταβλητότητα είναι µεγάλης σηµασίας για το καλό µηχανικό σχέδιο. Τα 

συστήµατα που εκθέτουν πολύπλοκη και χρήσιµη συµπεριφορά συνήθως 

κατορθώνουν τέτοια συµπεριφορά µέσω της αλληλεπίδρασης πιο απλών µεταβλητών. 

Πολλά από τα προηγούµενα έµµεσα σχέδια κωδικοποίησης νευρώνων έχουν υπαρκτή 

µεταβλητότητα, αλλά την έχουν κατορθώσει µόνο κατά µια περιορισµένη έννοια. 

Αναλογιστείτε για παράδειγµα το σχέδιο κωδικοποίησης του Kitana [10]. Αυτό είναι 

βασισµένο στην  άνευ περιεχοµένου επανεγγραφή των πινάκων. Ενώ έχει αρκετή 

πολυπλοκότητα στο γενότυπος, το περισσότερο από αυτό δεν συνεχίζεται στο 

φαινότυπος, όπου είναι και το βασικό µέρος όπου η µεταβλητότητα είναι αναγκαία. 

Στο σχεδιασµό χρωµοσωµάτων για την ανάπτυξη νευρωνικών δικτύων το καλύτερο 

µέρος για να ζητήσουµε έµπνευση είναι η µηχανική του υλικού και του λογισµικού, 

όπου η αποδοτική χρήση µεταβλητότητας είναι τεράστιας σηµασίας. ∆εν είναι αρκετό 

να επιτρέπουµε χρήσιµες υποδοµές να επαναλαµβάνονται – πρέπει επίσης να είναι 

σωστά αλληλένδετες. 

 

 

2.3.Η µεταβλητή Ανάδρασης 
 

Το προτεινόµενο διάγραµµα υλοποίησης είναι µε µεταβλητή ανάδρασης. Αυτό 

αποτελείται από δύο συγκεκριµένες συµπεριφορές: Το µπροστινό κοµµάτι και το 

πίσω κοµµάτι. Οι λεπτοµέρειες για κάθε µεταβλητή ανάδρασης µπορούν να 

αναπτυχθούν ή µπορούν να προκαθοριστούν. Εδώ δείχνουµε πώς να τις καθορίσουµε 

χειροκίνητα. 

 Ένα σύστηµα µε µεταβλητή ανάδρασης θέτει σε εφαρµογή δύο συµπεριφορές 

ή λειτουργίες – µια προς τα εµπρός και µια προς τα πίσω συµπεριφορά. Κάθε 

συµπεριφορά επιτυγχάνεται απλώς αναβαθµίζοντας µια οµάδα κελιών µε µια 

συγκεκριµένη σειρά. Τα µη σηµειωµένα κελιά υπολογίζουν την συνάρτηση 

λειτουργίας και συµπεριφέρονται ως τοπική αποθήκευση. Στις εικόνες 1-5 τα 

κύτταρα παρουσιάζονται µε άσπρους κύκλους (µπροστά) και γκρι κύκλους (πίσω). 

 Ένα ολοκληρωµένο σύστηµα µε µεταβλητή ανάδρασης προσοµοιώνεται από 

µεταβλητές στην εµπρός λειτουργία εκτελώντας την προς τα εµπρός λειτουργία κάθε 

µεταβλητής µε σειρά από κάτω προς τα πάνω όπως είναι σχεδιασµένο στην εικόνα 7. 

Παροµοίως, η προς τα πίσω µεταβλητή προσοµοιώνεται εκτελώντας την προς τα 

πίσω λειτουργία κάθε µεταβλητής µε σειρά από πάνω προς τα κάτω. 

 Οι µεταβλητές ανάδρασης µπορούν να σχεδιαστούν για οποιαδήποτε 

διαφοροποιηµένη λειτουργία. Εδώ δίνουµε απλώς ένα µικρό δείγµα και ένα 

παράδειγµα εφαρµογής. 

 

 

2.3.1 Ένας γενικός κόµβος ανάδρασης 
 

Η γενική µορφή της µεταβλητής ανάδρασης απεικονίζεται στην εικόνα 1. 

Υπολογίζεται η λειτουργία f για την εµπρός συµπεριφορά. Για την προς τα πίσω 

συµπεριφορά υπολογίζει την παράγωγο f 
’
 της λειτουργίας σύµφωνα µε την είσοδο (ή 

ότι η εν µέρει παράγωγος η οποία προκύπτει από αυτή την συγκεκριµένη είσοδο), το 
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πολλαπλασιάζει µε το συσσωρευµένο λάθος (στο ∑ κελί) από την προς τα πίσω 

λειτουργία και το περνάει ξανά προς τα πίσω σαν έξοδο. 

 Σηµειώστε ότι όλες οι συνδέσεις προς και από την εµπρός-πίσω µεταβλητή 

οµαδοποιούνται σε υποδοχές, όπου κάθε υποδοχή περιλαµβάνει δύο κελιά σύνδεσης, 

ένα για είσοδο και ένα για έξοδο. Η επάνω υποδοχή περιλαµβάνει την εµπρός έξοδο 

και την προς τα πίσω είσοδο, ενώ η χαµηλότερη υποδοχή περιλαµβάνει την εµπρός 

είσοδο και την προς τα πίσω έξοδο. 

 

 
Εικόνα 1. Ένας γενικός κόµβος ανάδρασης. Οι άσπροι κύκλοι είναι οι κόµβοι που 

υπολογίστηκαν κατά την διάρκεια της µπροστινής διαδικασίας, µε σειρά από κάτω 

προς τα πάνω. Οι µαύροι κόµβοι υπολογίστηκαν στην προς τα πίσω λειτουργία σε 

σειρά από πάνω προς τα κάτω. 

 

 

2.3.2 Ηµιτονοειδείς και συνηµιτονοειδείς µεταβλητές 
 

Οι ηµιτονοειδείς και οι συνηµιτονοειδείς µεταβλητές δεν χρησιµοποιούνται συχνά 

στα τεχνητά νευρωνικά δίκτυα, αν και µπορούν να παίξουν ένα χρήσιµο ρόλο για 

πολλές εφαρµογές. Η εικόνα 2 δείχνει την µεταβλητή ανάδρασης για την ηµιτονοειδή 

λειτουργία. Η µεταβλητή ανάδρασης για το συνηµίτονο µπορεί να γίνει 

ανταλλάσοντας τους κόµβους  ηµίτονων  µε κόµβους συνηµίτονων και καταργώντας 

την προς τα πίσω έξοδο. 

 Εικόνα 2. Στο µπροστινό µέρος ο κόµβος υπολογίζει το ηµίτονο της µόνης της 

εισόδου και περνάει την έξοδο σε (πιθανών) πολλούς κόµβους. Στο πίσω µέρος, 

συσσωρεύεται ένα λανθασµένο σήµα από όλους τους κόµβους στους οποίους είναι 

συνδεδεµένη η έξοδος του, το πολλαπλασιάζει µε την παράγωγο της εξόδου µε βάση 

την µπροστινή είσοδο και το επιστρέφει στον κόµβο από τον οποίο πήρε είσοδο στο 

µπροστινό µέρος. 

 

 

 

 

f 

Μπροστινή 

έξοδος 

Πίσω είσοδος 

Πίσω έξοδος 

Σύνδεση προς/από άλλες µεταβλητές 

Σύνδεση προς/από άλλες µεταβλητές 

Μπροστινή 

είσοδος 
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2.3.3 Παραγωγή και άθροιση µεταβλητών 
 

Ο παραγόµενος κόµβος είναι ένα παράδειγµα ενός κόµβου ο οποίος µπορεί να πάρει 

πολλαπλές µπροστινές εισόδους. Εφόσον το τµηµατικό παράγωγο των λαθών του 

δικτύου µε βάση κάθε είσοδο είναι διαφορετικό στην περίπτωση αυτού του τύπου 

κόµβου, τότε πρέπει και η αντίστοιχη πίσω έξοδος να είναι διαφορετική. 

 Ο αθροιστικός κόµβος (εικόνα 4.) επίσης παίρνει πολλαπλές εισόδους, αλλά 

σε αυτή την περίπτωση η πίσω είσοδος πηγαίνει απευθείας σε όλες της πίσω εξόδους. 

 

 

 
Εικόνα 2. Ένας ηµιτονοειδής κόµβος ανάδρασης. 

 
Εικόνα 3. Ένα πιο σύνθετο παράδειγµα: µια παραγωγή µεταβλητών µε πολλαπλές 

εισόδους. Σε αυτή την περίπτωση πρέπει να επιστρέψει ένα διαφορετικό τµηµατικό 

παράγωγο σε κάθε είσοδο. 

 

 

 

 

sin 

cos 

Παραγωγή 

µεταβλητών 

Είσοδος 1 Είσοδος 2 Είσοδος 3 

τµήµα 

κελιού 

π
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2.3.4 Μεταβαλλόµενες καταστάσεις 
 

Οι µεταβαλλόµενες καταστάσεις µας παρέχουν ένα τρόπο να διπλασιάσουµε τις 

σηµαντικές παραµέτρους µιας συγκεκριµένης νευρωνικής αρχιτεκτονικής µέσα στο 

ίδιο πλαίσιο των µεταβλητών ανάδρασης. Οι µεταβαλλόµενες καταστάσεις δεν 

κάνουν τίποτα για την µπροστινή συµπεριφορά. Η προς τα πίσω συµπεριφορά είναι 

για να αναβαθµιστεί το ίδιο στην αντίθετη κατεύθυνση της κλίσης του 

συσσωρευµένου λάθους στην προς τα πίσω είσοδο. Οι µεταβαλλόµενες καταστάσεις 

δεν έχουν µια µπροστινή είσοδο ή µια πίσω έξοδο. Αυτό που έχουν είναι µια 

παράµετρο συχνότητας η οποία χρησιµοποιείτε ως µαθησιακή συχνότητα και έχει 

σκοπό να αποδυναµώσει ή να ενισχύσει το επίπεδο προσαρµογής στην τιµή που είναι 

αποθηκευµένη στον κόµβο. Αυτό παρουσιάζεται στην εικόνα 5. 

 
Εικόνα 4. Το άθροισµα των µεταβλητών. Σε αυτή την περίπτωση το κάθε παράγωγο 

επιστρέφει σε κάθε πίσω έξοδο.  

 
Εικόνα 5. Οι µεταβαλλόµενες καταστάσεις. Η παράµετρος συχνότητας είναι κάποια 

αρνητική σταθερά, η οποία θα καθοριστεί από δοκιµές ή εξέλιξη. 

 

 

 

 

µεταβαλλόµενη 

µεταβλητή Συχνότητα 

παραµέτρου 

Άθροισµα 

µεταβλητών 

Είσοδος 1 Είσοδος 2 Είσοδος 3 

Σ 
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2.4.Παράδειγµα: Φτιάχνοντας έναν απλό ροµποτικό βραχίονα 
 

Αυτό το παράδειγµα δείχνει τα πιθανά πλεονεκτήµατα αυτής της προσέγγισης. Η 

εικόνα 6 δείχνει ένα απλό ροµποτικό βραχίονα µε δύο κινητά τµήµατα. Η άκρη του 

βραχίονα κινείται προσαρµόζοντας τις γωνίες α και β. Ας υποθέσουµε ότι τα µήκη l 

και m κάθε τµήµατος έχουν οριστεί στην πραγµατικότητα, αλλά είναι άγνωστα στο 

δίκτυο (εικόνα 7). Τότε το σύστηµα µπορεί να εκπαιδευτεί όπως ακολούθως για να 

υπολογίσουµε τα µήκη. Για µια οµάδα εκπαιδευτικών δειγµάτων, οι γωνίες α και β 

είναι καθορισµένες και η θέση της άκρης στις συντεταγµένες x και y ταιριάζει µε 

αυτές για να δηµιουργήσει της εξόδους που στοχεύει για αυτές της εισόδους. Για 

κάθε εκπαιδευτικό δείγµα , το λάθος στην έξοδο δεδοµένων των πρόσφατων 

εκτιµήσεων το l και m µεταδίδεται πίσω µέσο του δικτύου, µε τη διαδικασία κάθε 

µεταβλητής που εκτελεί την προς τα πίσω δράση. Αυτή η εκπαιδευτική διαδικασία 

προχωράει µέχρι οι τιµές των l και m να συγκλίνουν στις πραγµατικές τιµές των 

τµηµάτων του ροµποτικού βραχίονα. 

 Η χαρτογράφηση από τις (α,β) συντεταγµένες στις (x,y) είναι λειτουργική 

(από πολλά σε ένα) και µπορεί να αναπαρασταθεί από την ανάδραση του δικτύου. Ας 

υποθέσουµε τώρα, καθώς αυτή η περίπτωση θα ήταν ποιο χρήσιµη, ότι θέλουµε να 

χαρτογραφήσουµε τις (x,y) συντεταγµένες για να βρούµε τις α και β γωνίες οι οποίες 

µπορούν να ορίσουν τη θέση της άκρης σε ένα συγκεκριµένο σηµείο. Εφόσον αυτή 

είναι χαρτογράφηση από ένα - σε πολλά, δεν µπορούµε να την απεικονίσουµε µε την 

φυσιολογική µπροστινή λειτουργία του δικτύου. Αντί γι αυτό, χρησιµοποιούµε το 

δίκτυο σε κατάσταση πίσω. Για ένα επιθυµητό στόχο (tx,ty) το λάθος µεταξύ του 

στόχου και του πρόσφατου σηµείου εξόδου (Ox,Oy) πηγαίνει στης πίσω εισόδους 

των κόµβων Ox και Oy αντίστοιχα. Μετά το δίκτυο λειτουργεί αντίστροφα για να 

προσαρµόσει τις γωνίες α και β ενώ στη συνέχεια µπροστά για να υπολογίσει το 

πρόσφατο λάθος, µετά αντίστροφα πάλι και αυτή η διαδικασία επαναλαµβάνεται 

µέχρι το λάθος να είναι ικανοποιητικά µικρό. Η εικόνα 8 δείχνει τη συµπεριφορά του 

συστήµατος. Κάθε ξαφνική αύξηση λάθους αντιστοιχεί σε µια µετακίνηση του 

στόχου. Σηµειώστε ότι µετά από κάθε µετακίνηση, το σύστηµα ανταποκρίνεται για να 

κουνήσει την άκρη προς το στόχο αρκετά γρήγορα. 

 

y 

x 

l 

m
β

α

t(x,y) 

O(x,y) 
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Εικόνα7. Η εικόνα 7 δείχνει τους προς τα εµπρός υπολογισµούς που είναι 

απαραίτητοι για να υπολογίσουµε τη θέση ενός ροµποτικού βραχίονα δύο βαθµών 

ελευθερίας µε µήκων άκρων l και m και γωνίες άκρων α και β. Το β βρίσκεται σε 

σχέση µε το α. 

 

 

2.5 Συζήτηση και συµπεράσµατα 
 

Αυτή η εργασία έχει περιγράψει µια νέα και απλή µέθοδο για να διευκρινίσουµε 

αντίστροφα δίκτυα ανάδρασης µε ενδογενείς µαθησιακές ικανότητες. Κάθε 

κατάσταση στο δίκτυο είναι τώρα µια µεταβλητή που έχει ένα µέρος ανάδρασης. Το 

εµπρός µέρος υπολογίζει κάποια διαφοροποιηµένη λειτουργία της εισόδου του, ενώ 

το πίσω µέρος συγκεντρώνει το λάθος από της καταλήξεις των κόµβων και το 

πολλαπλασιάζει µε το παράγωγο της λειτουργίας µε βάση τους κόµβους της εµπρός 

εισόδου.  

 
Εικόνα 7. Ένα δίκτυο µε µεταβλητές ανάδρασης για να διευκρινίσουµε το ροµποτικό 

βραχίονα της εικόνας 6. Σηµειώστε ότι για κάθε προς τα εµπρός σύνδεση στο 

διάγραµµα, υπάρχει επίσης µια προς τα πίσω σύνδεση που δεν φαίνεται για να είναι 

ποιο απλό το διάγραµµα. 

alpha 

var A 

 

sin A 

 

cos A 

        l 

var B 

beta 

var C 

        m 

var D 

alpha + beta 

sum 

 

sin B 

 

cos B 

       Ly 

prod A 

       Lx 

prod B 

       My 

prod C 

       Mx 

prod F 

       Ox 

sum C 

      Oy 

sum F 
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Εικόνα 8. Γράφηµα σφάλµατος (ευκλείδεια απόσταση µεταξύ του στόχου και της 

άκρης του ροµποτικού βραχίονα) αναλογικά µε το χρόνο. Κάθε ξαφνική αύξηση 

λάθους αντιστοιχεί µε τη µετακίνηση του στόχου. 

 

Από την µια , αυτό µπορούµε να το δούµε απλά ως µια αναδιατύπωση του 

γενικευµένου κανόνα delta [22]. Από την άλλη, αυτός ο απλός τρόπος καταστάσεων 

αν τον εξετάσει κανείς φαίνεται ότι είναι ένα σηµαντικό βήµα µπροστά, για τους 

ερευνητές που ενδιαφέρονται για την εξέλιξη των νευρωνικών δικτύων, εφόσον 

προηγούµενη δουλειά είτε είχε περιορίσει το είδος δικτύου που αναπτύσσεται σε µια 

κλασσική πολυεπίπεδη αντίληψη ανάδρασης (τυπικά µε ένα µη κλασσικό σχέδιο 

σύνδεσης), ή σε άλλους τύπους δικτύου (όπως υψηλότερης τάξης δίκτυα [14] αλλά µε 

το περιορισµό ότι οι ελεύθερες παράµετροι του δικτύου (πχ τα βάρη) να βρίσκονται 

µέσω µίας διαδικασίας τυχαίου «hill-climbing» [14] ή «simulated annealing» [16]. 

Γενικά µιλώντας, οι µέθοδοι gradient συγκλίνουν πολύ πιο γρήγορα από της 

perturbation µεθόδους και έτσι η προοπτική που προσφέρεται από αυτή την εργασία 

έχει µεγάλη σηµασία. 

 Υπάρχουν δύο τρόποι που µπορεί αυτή η δοµή να εφαρµοστεί σε 

αναπτυσσόµενες νευρωνικές αρχιτεκτονικές. Πρώτων κάθε άµεση ή έµµεση 

κωδικοποίηση που θα διευκρίνιζε σε φυσιολογικές συνθήκες ένα δίκτυο µε απλά 

κελιά θα µπορούσε να χρησιµοποιηθεί το ίδιο καλά για να διευκρινίσει ένα δίκτυο 

από µεταβλητές ανάδρασης – µε το άµεσο πλεονέκτηµα ότι το δίκτυο θα έχει τι δική 

του ενσωµατωµένη µαθησιακή συµπεριφορά και θα είναι πιθανά αναστρέψιµη. Η 

δεύτερη πιθανότητα είναι να αναπτύξουµε λεπτοµέρειες από κάθε µεταβλητή, αντί να 

τις διευκρινίσουµε από πριν. Κάθε µεταβλητή ανάδρασης που παρουσιάστηκε εδώ 

διευκρινίστηκε όσον αφορά τα απλά κελιά, αλλά ξεκάθαρα, µια εναλλακτική θα ήταν 

να το διευκρινίσουµε όσον αφορά τις πολύπλοκες µεταβλητές. Αυτού του είδους η 

πολυεπίπεδη ιεραρχικά παρεµπόδιση έχει τη δυνατότητα να έχει µια σηµαντική 

επίδραση στην τεχνητή ανάπτυξη των νευρωνικών δικτύων. Οι µεταβλητές 

ανάδρασης που παρουσιάστηκαν εδώ είναι ένα χρήσιµο βήµα προς αυτήν την 

κατεύθυνση. 
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